
Réseaux de neurones morphologiques
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Contexte

La morphologie mathématique est un sous-domaine du traitement d’images qui met en œuvre des techniques de fil-
trage non-linéaire se basant sur des formes géométriques (carré, croix, disque, ligne, etc), appelés élément structurant
et permettant de sonder le contenu de l’image [1]. Les opérations de base de la morphologie mathématique sont
l’érosion et la dilatation, et leur composition permet de définir des opérations plus poussées telles que l’ouverture et
la fermeture, le gradient morphologique, etc. Ces opérations de morphologie mathématique sont usuellement utilisées
dans un contexte où l’élément structurant est binaire, et l’image est soit binaire, soit en niveaux de gris. Cependant,
ces opérations peuvent également être définies avec des fonctions structurantes (i.e., des éléments structurants en
niveaux de gris).
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Exemple d’une opération d’érosion 	 et de dilatation ⊕ d’une image MNIST par un élément structurant circulaire.

La morphologie mathématique est très performante pour diverses applications en traitement d’images telles que le
débruitage ou la détection d’objets. Cependant, ces performances dépendent bien souvent de l’expertise et de la
capacité de l’utilisateur à déterminer le bon enchâınement des opérations de base et la bonne définition de leur
élément structurant associé pour la tâche à accomplir. La définition automatique des opérations de morphologie
mathématique et leur élément structurant pour une application donnée est donc une perspective particulièrement
attrayante.

Plusieurs travaux ont récemment été proposés pour intégrer l’apprentissage automatique de séquence d’opérations
morphologiques dans le cadre des réseaux de neurones convolutionnels [2–10]. Plus particulièrement, l’objectif est
de remplacer les couches convolutionnelles classiques par des couches morphologiques permettant d’appliquer des
érosions ou des dilatations. Les poids du filtre s’apparentent ainsi à la fonction structurante associée. Cependant,
les opérations d’érosion et de dilatation étant (localement) non-différentiables puisque leur définition se base sur
des minimas ou maximas ensemblistes, des stratégies détournées doivent être mises en place pour garantir la bonne
convergence du réseau durant la phase d’apprentissage. Les deux stratégies ayant émergées dans la littérature sont
l’utilisation d’approximations lisses et différentiables des opérateurs de minimum et maximum [2–4,9,10] ou la prise en
charge de la couche morphologique de la même manière que sont gérées les opérations localement non-différentiables
des architectures classiques (telles que le max-pooling) [5–8].

Récemment, nous avons proposé dans [9], et étendu dans [10], deux nouvelles couches morphologiques basées sur des
approximations lisses et différentiables des opérateurs de minimum et maximum. Nous avons montrés que ces couches
étaient capable d’apprendre de manière très performantes les opérations d’érosion, dilatation, ouverture et fermeture
ainsi que l’élément structurant associé. Cependant, certaines propriétés de ces couches restent mal comprises, voir
incomprises, en particuliers sur les cas ou l’apprentissage est un échec, et les différentes évaluations ont été conduites
jusqu’à présent sur des jeux de donnés relativement basiques.



Objectif

L’objectif du stage est d’explorer plus en profondeur le comportement de ces couches morphologiques, aussi bien sur
des aspects théoriques (comportement asymptotique, convergence durant la phase d’apprentissage) que pratiques
(capacité à apprendre des opérations morphologiques plus complexes que érosion/dilatation et ouverture/fermeture).
Plus particulièrement, les pistes suivantes pourront être explorées :

- Partage des poids entre deux couches morphologiques successives pour l’apprentissage exact de l’ouverture et
la fermeture.

- Apprentissage de l’opération top-hat et de la transformation en tout ou rien.

- Évaluation d’architectures de réseaux morphologiques plus complexes pour des applications de débruitage ou
de détection de contours.

Candidat

Le candidat ou la candidate doit être d’un niveau M2 ou équivalent (dernière année d’école d’ingénieur) en spécialisation
informatique / mathématiques appliquées / traitement du signal et des images / intelligence artificielle. Compétences
requises pour le stage :

- Principes fondamentaux de l’apprentissage automatique

- Connaissance des bases de la morphologie mathématique

- Programmation en Python (numpy, scipy, matplotlib...)

- Expérience dans les méthodes de deep learning et les librairies associées en Python (Keras, Tensorflow, Pytorch)

- Capacité à conduire et analyser des tests/benchmarks de manière rigoureuse et ordonnée.

Le stage sera basé au LRE (Laboratoire de Recherche de l’EPITA, anciennement LRDE), au Kremlin-Bicêtre, près
de Paris.

Contact et candidature

Les encadrants du stage sont :

- Guillaume Tochon, Enseignant-Chercheur, LRE, EPITA Paris, France.

- Jesus Angulo, Directeur de Recherche, Centre de Morphologie Mathématique, MINES Paris, France.

Est également impliquée sur le projet :

- Élodie Puybareau, Enseignante-Chercheuse, LRE, EPITA Paris, France.

Rémunération 1000e brut/mois

Début du stage Entre mi-février et mi-avril

Durée du stage 5/6 mois

Merci d’envoyer votre candidature (CV, lettre de motivation, relevé de notes du M1/2e année de cycle ingénieur +
descriptif du M2/3e année de cycle ingénieur) à guillaume.tochon@lrde.epita.fr
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